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Введение

Биоинформатика – стремительно развивающаяся отрасль биологии. Объёмы данных, получаемых исследователями в этой области, беспрерывно растут со скоростью, превышающей, по некоторым оценкам, скорость роста мощностей компьютеров. Такой рост достигается благодаря появлению и развитию методов изучения не только геномов, но также и транскриптомов, протеомов и пр. (Гельфанд, 2009).
Из-за этого остро встаёт проблема эффективной обработки таких массивов данных (Piatetsky-Shapiro et al., 1996). Например, при помощи  ДНК-микрочипов можно получать данные об уровне экспрессии десятков тысяч генов одновременно (Alberts et al., 2008). Сравнивая данные об уровне экспрессии различных генов у больных и здоровых людей, можно  выявлять гены, подходящие на роль маркера тех или иных заболеваний. В некоторых случаях такие маркеры позволяют диагностировать заболевание ещё на ранних стадиях его развития (Сергеева, 2011).
Машинное обучение — процесс, в результате которого компьютер получает способность решать поставленные задачи, при том что явно алгоритм их решения не задаётся. Некоторые методы машинного обучения позволяют на основе относительно небольшой выборки данных получить прогноз некоего параметра у других объектов из той же генеральной совокупности или же отнести такие объекты к какому-либо классу (Донской, 2012). 
Furey  et al. (2000) предложили использовать методы машинного обучения для данных, полученных с микрочипов, однако распространённые алгоритмы, в том числе метод k ближайших соседей (kNN), метод опорных векторов (SVM), наивный байесовский классификатор (NB) показывают низкую прогнозирующую способность.  Одной из причин низкой эффективности этих классификаторов может быть необычайно высокая размерность данных при относительно малом числе наблюдений. Метод случайных лесов (RF) отмечен как подходящий метод анализа таких данных. (Okun and Priisalu, 2007).

Обработка данных в столь многомерном пространстве признаков – задача, требующая значительных вычислительных ресурсов. Вдобавок обилие шумов в измерениях уровней экспрессии генов (Maheshri and O'Shea, 2007) может значительно затруднять работу математических методов. Помочь выделить наиболее информативные гены (признаки) могут методы отбора признаков.

Цель данной работы – сравнить эффективность двух методов отбора признаков – анализа главных компонент (PCA) и метода случайных лесов (RF) –  на данных по уровням экспрессии генов при различных заболеваниях.

Для достижения цели необходимо выполнить следующие задачи:

1. Произвести отбор признаков методами PCA и RF на наборах данных для различных заболеваний, полученных из базы данных «GEO» (Edgar et al., 2002)
2. Выбрать оптимальные параметры работы классификаторов
3. Обучить и оценить эффективность наивного байесовского классификатора (NB), метода k ближайших соседей (kNN), метода опорных векторов (SVM) и метода случайных лесов (в качестве классификатора) на полученных данных в отобранном признаковом пространстве при помощи внутренней перекрёстной проверки.

Обзор литературы

Методы получения данных
Задача исследователей в XXI веке – своевременно находить способы лечения патологий, которые раньше были характерны в основном для людей пожилого возраста, но теперь всё чаще стали наблюдаться у более молодых пациентов. Уже сейчас в их число можно включить, к примеру, сердечно-сосудистые заболевания, ишемическую болезнь сердца, инсульты, диабет, метаболические синдром, онкологические заболевания. Один из подходов в решении этой задачи – поиск генетических предрасположенностей к тем или иным заболеваниям и создание более эффективных лекарств на основе полученных сведений.

Постгеномные технологии – технологии, появившиеся после завершения в 2003 году проекта «Геном человека» и предназначенные для расширения спектра получаемых данных и совершенствования работы с ними. Для многих патологий уже известны гены, мутации в которых достоверно увеличивают риск заболевания (примеры – BRCA1 и рак груди, ADH1 и склонность к алкоголизму).

Начавшая распространяться с начала 1990-ых годов технология – анализ при помощи ДНК микрочипов – с расшифровкой генома стала важным инструментом для изучения уровней экспрессии генов в различных образцах тканей. Она позволяет измерить относительный уровень экспрессии мРНК генов в среднем по клеткам образца. 

Схема устройства микрочипов представлена на рисунке 1. Гибридизация – реакция, в ходе которой комплементарные цепочки нуклеиновых кислот образуют друг с другом при помощи водородных связей стабильные структуры типа двойной спирали. На подложке микрочипа закреплены в известном порядке участки ДНК, специфичные известным генам. Из исследуемого образца выделяется мРНК, к ней прикрепляют флюоресцентные метки, затем наносится на микрочип на некоторое время, после чего излишек отмывается. Дальше робот просвечивает каждую ячейку микрочипа и замеряет уровни флюоресценции. Полученные значения преобразуются в уровни экспрессии генов (Alberts, 2008).
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Рисунок 1. Схема изготовления и работы ДНК микрочипов. Представлен вариант работы, при котором можно сразу сравнивать экспрессию генов двух образцов. Взято из Alberts (2008).

Эта технология дала мощный толчок для развития целой области биоинформатики – транскриптомики. Транскриптом – совокупность всех молекул ДНК, синтезируемых в клетке, ткани или органе. Подобные исследования довольно дорогостоящи, поэтому в каждой такой области существуют публичные базы данных, где исследователи со всего мира публикуют данные, на которых основывались их работы. Например, данные о метаболомах собираются в Human Metabolome Database, последовательности генов можно найти в GenBank (Baker, 2013). Данные микрочипов собираются в Gene Expression Omnibus (GEO) (Edgar et al., 2002).

Исследования во всех этих областях постоянно генерируют значительные массивы новых данных, их анализ невозможно представить без компьютера. Существует отдельная область науки, находящаяся на стыке статистики, искусственного интеллекта и информатике, исследующая возможности анализа больших объёмов данных методами машинного обучения. Машинное обучение выделилось в независимую от искусственного интеллекта область науки в 1950-ых годах, поэтому первые методы, применявшиеся исследователями – искусственные нейронные сети. С тех пор было развито немалое количество других алгоритмов, для некоторых из них было найдено применение в биоинформатике.

Используя алгоритмы классификации, можно на основе данных, полученных на ДНК микрочипах из образцов, затронутых патологией, и, для сравнения, из образцов здоровых тканей, пытаться диагностировать заболевание на ранних этапах его развития.  Используя же методы отбора признаков на тех же данных, можно пытаться выделять маркерные гены различных заболеваний (например, ген PSA идентифицирован как маркер, используемый для ранней диагностики рака предстательной железы у мужчин) или гены-мишени для разработки новых лекарств (например, супрессия белка ABL1 в лейкоцитах позволяет снизить число раковых клеток и увеличить срок жизни больных) (Сергеева, 2011).

Развитие постгеномных технологий – важный ключ к медицине будущего, потому что благодаря постоянному удешевлению технологий (если «Геном человека» стоил миллионы долларов, до уже сейчас за 30 тысяч рублей любой обычный человек может заказать себе секвенирование своего генома) уже в скором времени будет возможным каждому пациенту выписывать методы лечения, максимально подходящие для них с учётом их гено- и фенотипических особенностей (Baker, 2013). Несомненно, сопровождаться этот процесс должен развитием средств компьютерного анализа данных. 

Алгоритмы классификации

Классификатор – функция, принимающая в качестве аргументов набор объектов обучающей выборки, набор меток классов, к которым относятся эти объекты, а так же набор объектов тестовой выборки. Объекты характеризуются векторами признаков. Значение, возвращаемой этой функцией – набор меток классов, к которым относятся объекты тестовой выборки.

Машинное обучение возникло как ответвление исследований в области искусственного интеллекта, поэтому первыми классификаторами были попытки имитировать живой мозг – нейронный сети. Сейчас при работе с данными микрочипов чаще прибегают к другим методам классификации (Li and Xu, 2008).

Метод k ближайших соседей – алгоритм классификации, при котором классификатор представляет обучающую выборку как набор точек в многомерном (по числу признаков) пространстве. Объект из тестовой выборки добавляется как новая точка в этом пространстве, классификатор ищет k ближайших к ней точек обучающей выборки и, основываясь на метках классов этих точек, выносит решение о том, к какому классу относится новая точка.

Наивный байесовский классификатор оценивает вероятность принадлежности объекта к данному классу, основываясь на вероятностях встретить те или иные значения признаков в каждом классе и используя теорему Байеса, затем выносит решение, выбирая класс, вероятность которого оказалась выше. При оценке вероятности классов предполагается, что признаки независимы друг от друга, что не всегда соответствует истине.
Метод опорных векторов заключается в том, что алгоритм выделяет из обучающей выборки такие объекты разных классов (которые и являются опорными векторами), чтобы между ними можно было провести гиперплоскость, расположенную в признаковом пространстве максимально далеко от ближайших объектов разных классов.
Метод случайных лесов основан на ансамбле решающих деревьев. Решающее дерево – алгоритм классификации, выносящий решение о принадлежности объекта тестовой выборки на основе последовательной бинарной классификации по ряду критериев. Алгоритм можно представить в виде древовидного графа, где в качестве узлов выступают критерии, по которым разделяются объекты. Обучение такого классификатора заключается в подборе оптимального набора критериев, что чаще всего сводится к задаче максимизации информативности набора. Деревья можно объединять в ансамбли (леса) и выносить решение о принадлежности объекта к какому-либо классу по итогам голосования деревьев ансамбля. Метод случайных лесов называется так потому, что при построении каждого дерева используются не все признаки пространства (n), а только часть случайно выбранных (mtry).
В качестве обучающих данных можно брать данные микрочипов, причём можно сравнивать эффективность работы классификаторов, если в исходные данные было включено всё пространство признаков и если оно было редуцировано различными методами, например, машинным отбором признаков или мнением специалистов (Lin and Ping, 2014).

Оценка классификатора
Эффективность классификатора можно оценить, проверив его работу на тестовой выборке, для которой заранее известны метки классов. Сравнив результаты предсказания с известными метками класса, можно получить число ошибочных и правильных классификаций (табл. 1).

	
	Положительная метка
	Отрицательная метка

	Положительный тест
	Истинно положительные классификации (TP)
	Ложноположительные классификации (FP)

	Отрицательный тест
	Ложноотрицательные классификации (FN)
	Истинно отрицательные классификации (TN)


Таблица 1. Матрица соответствий предсказанных (по вертикали) и реальных (по горизонтали) классов в бинарной классификации. Можно отнести предсказание классификатора относительно данного объекта тестовой выборки к одному из типов, указанных в ячейках таблицы. На основании соотношения предсказаний тех или иных типов строятся дальнейшие оценки классификатора.
Общеприняты некоторые меры, оценивающие эффективность бинарных классификаторов:
· Precision (также Positive Predictive Value; в русской литературе – точность):
[image: image2.png]PPV =TP/(TP + FP)






Мера, показывающая, какая часть всех положительных классификаций истинна. Характеристика особенно важна, например, при диагностике рака и назначении химиотерапии.
· Recall (также True Positive Rate; в русской литературе – чувствительность):
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В решении задачи диагностикой заболеваний характеризует, насколько полно классификатор выявляет больных пациентов.

· F-score:
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Величина, объединяющая в себе и precision, и recall, позволяющая оценить классификатор сразу по двум параметрам.

Существует следующая методика обучения классификаторов:

1. Исходный набор данных делится на обучающую и тестовую выборки, обычно первая больше

2. Классификатор тренируется на обучающей выборке

3. Классификатор выносит решения по тестовой выборке, после чего оценивается его эффективность

Такой метод называется внутренней проверкой. Часто используют его логичное развитие – перекрёстную внутреннюю проверку (Kohavi, 1995). При этом исходный набор данных несколько раз по-разному разбивается на обучающую и тестовую выборки, а затем на этих выборках обучается и оценивается классификатор – так можно оптимизировать параметры классификатора путём максимизации оценки его эффективности. 

Переобучение – такое состояние классификатора, в котором он идеально точно воспроизводит метки классов обучающей выборки, но неспособен корректно предсказывать классы тестовой выборки. Пример такого классификатора – классификатор, просто запомнивший обучающую выборку и выдающий корректные метки класса для объектов этой выборки и какие-то случайные метки для остальных объектов. Часто переобучение связано с избыточной сложностью классификатора.

Описанный метод обучения может быть неустойчив к переобучению, так как данные в рамках одного набора данных могут быть очень близки. Одно из решений этой проблемы – многократная перекрёстная случайная внутренняя проверка. Данные случайным образом разбиваются на k примерно равных частей. Затем k раз одна из этих частей принимается за тестовую выборку, а остальные – за обучающую; на них обучается и тестируется классификатор, вычисляется оценка. Данная процедура может быть повторена, каждый раз с различным разбиением на части. Общая оценка классификатора усредняется по итогам всех запусков.
Алгоритмы отбора признаков

Анализ данных столь большой размерности требует немалых вычислительных ресурсов. Размерность данных можно понизить, применив методы отбора признаков, то есть выделения из всего множества признаков лишь таких, которые дают больше всего информации о принадлежности объектов какому-либо классу.

Распространённый способ уменьшения размерности набора данных – анализ главных компонент. Первая главная компонента – это прямая, которая строится так, чтобы дисперсия проекций всех точек на эту прямую была максимальной. Следующие главные компоненты строятся по тому же принципу, но они должны быть перпендикулярны предыдущим. PCA позволяет узнать вклад каждой переменной в каждую главную компоненту. Первая главная компонента охватывает большую часть изменчивости выборки, поэтому данным методом можно эффективно отбирать гены по степени их вклада в первую главную компоненту (Li and Xu, 2008).
Díaz-Uriarte and Alvarez de Andrés (2006) предложили способ использовать алгоритм RF для отбора признаков и разработали пакет в R “varSelRF”. В оригинальном алгоритме каждое дерево случайного леса обучается примерно на двух третьих объёма выборки, оставшаяся треть может быть использована для внутренней проверки, то есть каждый объект является тестовым для одной трети всех построенных деревьев. При построении одного леса каждому объекту присваивается метка класса по результатам голосования деревьев. По итогам построения всех лесов вычисляется процент ошибки классификации для каждого объекта. Среднее долей ошибки по всем объектам называется out-of-bag (OOB) error. Это значение используется для оценки важности переменной. Для этого надо случайно перемешать её значения в выборке и заново вычислить OOB error. Для каждой переменной вычисляется разница между полученной OOB error и исходной. Полученные значения нормируются по стандартному отклонению. Переменные сортируются в порядке убывания оценки их важности, наименее важные удаляются. Можно производить подобную процедуру несколько раз для последовательного удаления малоинформативных признаков.
Сравнивать эффективность методов отбора можно путём сравнения эффективности работы классификаторов на них (Liu et al., 2002). Однако чтобы доказать статистическую значимость различия эффективности классификаторов, следует учесть, что объёмы тестовых выборок обычно невелики, ведь объектами в этих выборках выступают лишь некие оценки работы классификаторов. Поэтому достаточно мощными тестами для подобного анализа являются непараметрический критерий Фридмана (аналог ANOVA) для проверки альтернативной гипотезы о том, что хотя бы одна пара выборок различается, а также критерий Неменьи для получения информации о том, какие именно выборки достоверно различаются (аналог парного теста Стьюдента или Вилкоксона с поправкой Бонферрони) (Refaeilzadeh et al., 2007).

Обработку данных проводил при помощи языка R (R Core Team, 2014).
Материалы и методы
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Атеросклероз GSE6088 GPL570 T-клетки 23 10

GSE9874 GPL96 Макрофаги 60 30

GSE12288 GPL96 Лейкоциты 222 110

GSE27034 GPL570 Перифирические моноциты 37 19

Диабет первого типа GSE9006 GPL96 Перифирические моноциты 39 19

GSE10586 GPL570 Перифирические моноциты 27 12

GSE24147 GPL570 Линии лейкозных клеток 42 21

GSE55098 GPL570 Перифирические моноциты 22 12

Шизофрения GSE17612 GPL570 Поле Бродмана 10 51 28

GSE21138 GPL570 Поле Бродмана 46 54 29

GSE53987 GPL570 Префронтальная кора 34 15

Я взял одиннадцать наборов данных (табл. 2) из базы данных GEO (Edgar et al., 2002). Данные, не относящиеся к выбранным мной заболеваниям, я исключал из выборки. В полученных наборах осталось примерно поровну больных (опыт) и здоровых (контроль) пациентов.

Таблица 2. Наборы данных, использованные в экспериментах. Номер серии данных – accession code в базе данных GEO. Данные получены на платформах GPL96 и GPL570, что соответствует Human Genome U133A Array и Human Genome U133 Plus 2.0 Array (обе от компании Affymetrix) согласно внутренней классификации GEO. 
Отбор признаков

Значения параметров RF взяты на основе рекомендаций из статьи Díaz-Uriarte and Alvarez de Andrés (2006). Отбор посредством RF запускался в пакете “varSelRF” со следующими параметрами: 
· c.sd = 0
Означает, что гены отбираются так, чтобы стандартная ошибка была минимальной
· mtryFactor = 1
Множитель значения по умолчанию параметра ntry пакета “randomForest” (“varSelRF” базируется на нём), равного квадратному корню из числа измерений 

· ntree = 5000
Число деревьев, используемых при построении первого леса

· ntreeIterat
Число деревьев, используемых при построении последующих лесов


Были получены оценки важности отобранных переменных, из которых взято 100 наиболее важных.

При помощи метода PCA я оценивал вклад переменных в первую главную компоненту и выделял по 100 генов, обладавших наибольшим по модулю вкладом.
Способы оптимизации

Принято оптимизировать параметры численными методами, то есть изменять параметры с некоторым шагом и искать, на каком шаге классификатором была допущена минимальная ошибка. К сожалению, такой метод слишком требователен к вычислительным ресурсам, поэтому значения большинства параметров я выбрал, исходя из имеющейся на этот счёт литературы. Часто оптимум параметра не зависел от специфики задачи, поэтому значения, предлагаемые пакетами по умолчанию, оказывались предпочтительными.
Выбор оптимального k
Я подбирал параметр k классификатора kNN, то есть число ближайших объектов обучающей выборки, по которым определяется принадлежность презентируемого объекта какому-либо классу.

В качестве обучающего набора я взял серию GSE5388, платформа GPL96, с данными по экспрессии генов в дорсолатеральном префронтальном кортексе умерших пациентов, половина которых страдали от биполярного аффективного расстройства, а другие служили контролем, всего 60 образцов.  До меня сотрудниками института им. Белозерского уже были отобраны 110 дифференциально экспрессирующихся генов (ДЭГов), то есть генов, уровни экспрессии которых достоверно различаются в опыте и контроле, при этом дополнительным критерием отбора служило достаточно частая встречаемость данных генов в ката-, анаболических и регуляторных путях.
Я разбил выборку на обучающую и контрольную в соотношении пять к одному так, чтобы в каждой из подвыборок контрольных и опытных образцов было примерно поровну. Для k = {1, 3, 5, 7, 9} я обучал классификатор kNN (пакет “class”) на большем наборе, после чего классифицировал им меньший и считал precision, recall и F-score для каждого запуска. В качестве оптимального k я выбрал значение, при котором F-score перестал расти, и использовал это k во всех остальных запусках kNN на других наборах данных.
Сравнение классификаторов
На каждом наборе отобранных генов я обучил классификаторы с выбранными оптимальными параметрами. Не указанные параметры имели значения по умолчанию.

NB (пакет “e1071”):

· laplace = 0

Сглаживание Лапласа не производится

· threshold = 0.001 
Значение, на которое производится замена, если вероятность оказалась равна нулю

В SVM (пакет “e1071”) не производится масштабирование переменных – данные предоставляются в уже масштабированном виде.

kNN (пакет “kknn”):

· k соответствует ранее подобранному значению

· kernel = “rectangular”

Это значит, что метки классов соседей при вынесении решения учитываются в равной степени
RF (пакет “randomForest”):
· ntree = 2000

· mtry = 1

Провёл 5-кратную перекрёстную случайную проверку с 5-ю повторениями. Для каждого запуска я вычислил F-score. Характеристикой классификатора брал среднее арифметическое результатов всех запусков. 

На выборках F-score для каждого сочетания “метод классификации – метод отбора” я провёл тест Фридмана, чтобы удостовериться, различается ли хотя бы одна выборка между собой, а затем тест Неменьи, чтобы узнать, какие именно выборки различаются достоверно различаются между собой.
Результаты

Выбор оптимального k
Я обучал классификатор kNN при k = {1, 3, 5, 7, 9} и рассчитывал precision, recall и F-score для каждого запуска. Признаками выступали отобранные специалистами ДЭГи. Полученные оценки приведены в таблице 3.
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1 0.67 1.00 0.80

3 0.75 1.00 0.86

5 0.86 1.00 0.92

7 0.86 1.00 0.92

9 0.86 1.00 0.92


Таблица 3. Значения precision, recall и F-score для классификатора kNN при разных k.
При k = 5 F-score перестал расти, поэтому такое значение k я принял как оптимальное. Брать k больше не имело смысла, так как это могло повлечь за собой излишнюю сложность и переобучение. Полученное значение использовал в остальных запусках kNN на других наборах данных.
Сравнение классификаторов

Я провёл отбор признаков методами RF и PCA и на редуцированном признаковом пространстве пять раз выполнил 5-кратную перекрёстную случайную проверку классификаторов NB, SVM, kNN, RF, за оценку сочетания метода отбора и метода классификации брал усреднённое F-score по итогам запуска проверки. Таким образом, было получено 8 выборок (для каждого сочетания метода отбора и метода классификации) по 11 наблюдений в каждой (соответственно числу исследованных наборов данных).
На полученных данных провёл непараметрический тест Фридмана. P-value теста = 2.59E-10, значит, хотя бы две пары выборок достоверно различаются. Чтобы выяснить, какие именно это выборки, я провёл тест Неменьи. В таблице 4 на перекрестье сочетаний метода отбора и метода классификации помещены p-value. При p-value < 0.05 принималась альтернативная гипотеза, что выборки, соответствующие данным двум сочетаниям, достоверно различаются.
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SVM.PCA 1- - - - - -

KNN.PCA 0.99924 0.99987- - - - -

RF.PCA 0.98864 0.99578 0.99999- - - -

NB.RF 0.00192 0.00322 0.01582 0.04196- - -

SVM.RF 0.77036 0.84056 0.97444 0.99712 0.24431- -

KNN.RF 0.00112 0.00192 0.01005 0.02802 1 0.18511-

RF.RF 6.20E-06 1.20E-05 0.00011 0.00044 0.92672 0.00734 0.95949


Таблица 4. Матрица p-values теста Неменьи. Через точку следует аббревиатура названия метода классификации, затем – метода отбора.
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Рисунок 2. Значения F-score (по вертикальной оси) для каждого сочетания метода отбора и метода классификации (горизонтальная ось). Через точку следует аббревиатура названия метода классификации, затем – метода отбора.

Из рисунка 2 видно, что оценки всех классификаторов, обученных на признаковом пространстве, редуцированном при помощи PCA, ниже, чем оценки соответствующих классификаторов, обученных на признаковом пространстве, редуцированном при помощи метода случайных лесов, за исключением метода SVM: для него достоверного различия между выборками не показано.
Обсуждение

Из рисунка 2 видно, что метод случайных лесов в большинстве случаев проявил достоверно большую эффективность, чем PCA. Исключением стал метод опорных векторов, что вероятно, объяснимо тем фактом, что сам SVM проводит своеобразную селекцию объектов обучающей выборки, при которой пытается построить гиперплоскость, максимально разделяющую объекты разных классов, то есть производит действия, чем-то несколько похожие на работу PCA. В целом, эмпирически эффективность RF как способа отбора признаков подтверждена (Okun and Priisalu, 2007).
Также следует отметить, что подбор параметров классификаторов и методов отбора проводился в основном путём поиска рекомендаций в литературе, поэтому существующий набор параметром не оптимален, и низкий показатель эффективности метода SVM, равно как и классификаторов, обученных на пространстве признаков, редуцированном при помощи метода PCA, могут быть объяснены неправильным подбором параметров. Возможно, имеет смысл перепроверить результаты, предварительно подобрав численными методами оптимальные параметры каждого классификатора для каждого набора данных, однако такой способ вычислительно труден.
По этой же причине я отказался от расчёта ROC-кривых, точками для которых являются оценки эффективности классификатора при изменяемом для каждого запуска пороге – параметра, искусственно смещающего вероятность предпочтения одного из классов в пользу другого. Такой анализ дал бы более широкое представление о поведении классификатора.

В экспериментах была использована многократная перекрёстная случайная внутренняя проверка, однако даже такой метод не даёт защиты от переобучения. Так как использованные наборы данных иногда относятся к одному заболеванию и одной ткани, можно было бы попробовать использовать один из таких наборов как обучающий, а другой – как тестовый, и выяснить, как изменится эффективность классификаторов.
Выводы

1. При данных параметрах исполнения метод случайных лесов как метод отбора признаков достоверно более эффективен, чем анализ главных компонент
2. Необходимо провести оптимизацию параметров алгоритмов и использовать больше способов проверки классификаторов, чтобы сделать вывод об эффективности этих двух алгоритмов отбора в целом
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		SVM.PCA		1		-		-		-		-		-		-

		KNN.PCA		0.99924		0.99987		-		-		-		-		-

		RF.PCA		0.98864		0.99578		0.99999		-		-		-		-

		NB.RF		0.00192		0.00322		0.01582		0.04196		-		-		-
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				GSE53987		GPL570		Префронтальная кора		34		15
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		k		Precision		Recall		F-score

		1		0.67		1.00		0.80

		3		0.75		1.00		0.86

		5		0.86		1.00		0.92

		7		0.86		1.00		0.92

		9		0.86		1.00		0.92






